Curso de Verao 2023:
“Aprendizado de maquina e Fisica”

Aula 1: Introducao as Redes Neurais.



Programacao do mini-curso

Aula 1 (Prof. Luis Gregorio):
Breve introducao as redes neurais.

Exemplo de modelo preditivo: regressao linear com 1 neurénio (hands-on
Python)

Aula 2 (Prof. Luis Gregorio):
Exemplos de modelo de classificagao: portas logicas AND, OR. (Python)

Aulas 3 e 4 (Prof. Caetano e Alberto Torres):
Panorama mais geral de Machine Learning
Aplicacdes mais elaboradas com Tensorflow

Aula 5:

Exemplos de aplicagcdes em Fisica: predicdes de evolugao temporal (Luan); ...



Aula: Intro. Redes Neurais - Objetivos

Nesta aula, temos o objetivo de:

1) Introduzir alguns conceitos basicos de redes neurais: “neurbnios”, fungao de ativacao,
funcao custo, classificacdo x optimizacao .

2) Entender como a rede “aprende”: minimizagao da funcao-custo.

Tarefa: Usar uma “rede neural de um neurbnio” para estimar os coeficientes de uma regressao
linear de um conjunto de dados.

Tempo aproximado: 10 a 20 min (lembrando que o debug € a maior parte disso!).




Uma “rede neural” genérica

e Classificacao
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O que € um “neurdnio™?

Essencialmente € uma unidade de processamento:
Gera um output que é uma funcio do vetor de inputs.
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A funcao F(W.X +b) € chamada fung¢éo de ativacéo.



Escolha da funcao de ativagao

Para muitas aplicagoes, escolhe-se F(z) que retornem outputs entre O e 1.

Exemplos:

Sigmoid (muito usada) Fungao escada
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Outras fungdes sao possiveis tambéem. \

Para o nosso primeiro exemplo, vamos
usar a funcgéao linear F(z)=z . W
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“Aprendizado™. Funcao custo (cost function).

Escolhida a funcao de ativacao, o “aprendizado’
consiste na determinagao dos parametros W, e
b, de todos os neurbnios que minimizem uma
determinada fungé&o custo.
No caso de aprendizado supervisionado,
teremos um conjunto de “dados de treinamento
(training set) {X()} = xM x@ XN
A rede neural vai “devolver” um conjunto de
outputs {Y(S)} =YD v®@ y®)

que podem ser comparados com os valores

esperados {§*)} =g 2 V)

A funcado custo C(W,b) é uma espécie de “distancia” entre o output obtido a partir
dos inputs e o output desejado.
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Exemplo: regressao linear

Para fazer uma regressao linear, precisamos de apenas um unico neurdnio.

Usaremos uma func¢éao linear F(z)=z como fung¢ao de ativacao:
b1
Wi S S
X{S)—> Q—>Y1( ) = W11X§ ) + bq

Digamos que tenhamos um conjunto de N dados (x(®) , y(®)) a partir dos quais
gueremos calcular a regressao linear. A funcao-custo sera:

1 — 2 1 & 2
C(Wi1,b1) = N Z [y(s) - Y1(S)} - N Z [?J(S) — (Wnﬂ?(s) T 51)]

s=1 s=1

O problema: encontrar W, , e b, que minimizem C(Wn, bl) !



Minimizando a funcao-custo.

N
C(Wi1,b1) = %221 [y(s) — (WMLU(S) + 51)]2
Derivando em relagéo aos parémetrosSI;/res, temos:
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8W11 - _Z Z [ (s) _ (W11$<s) + bl)} o = -2 Zl [y<s> _ st)} 2 (5)
o _ 2y [ (5) (W 2) 4} )} :_Ei[ (S)_Y(S)}
oy N H : N & |7 !
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Método do gradiente descendente (gradient descent) para encontrar o minimo.
Escolhemos W), e b(®, iniciais e atualizamos na forma:

r
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W(l) — W(O) _|_AW11 AWll = na‘%l - X )
onde o 1 — “hiperparametro
A ACUNTYN A Abi = —ngp;



Algoritmo para minimizar a funcao-custo.

1) Escolhemos W©). . e b, iniciais e, para cada input x), calculamos Y®©),
(0

s) W s s
( ) Q_, Y( W(O) (s) 4 bg())

2) Calculamos AW, , e Ab, usando os N outputs Y®), e os N dados (x() , y()):

r

AWH — _|_2W77 ZsNzl y(s)—Yl(S) ZE(S)

Aby = +2Wn Zivzl _y(s) — Y1(S)_

\

3) Fazermos o update em W, e b, e re-calculamos C (W11, by)

( (1) (0) N
W — W -+ AWll 1 5

4 — CO Wi, by) = NZ { (s) _ (Wl(%)iﬁ(s) +bgl))}

bgl) — bgm + Aby s—1

\

4) Repete-se o processo até convergir.



Intro a Redes neurais — Tarefa

Faca um ajuste linear dos dados abaixo usando o metodo do gradiente
descendente e um neurdnio com fungao de ativacao linear.

S x(s) y)
1 3 7.1
2 4 8.3
3 ) 10.1
4 8 9.8
5 11 13.7
6 14 15.3
7 15 16.8

Use o algoritmo anterior de minimizacao, escolhendo
WO, . e b, iniciais (qual o critério que vocé usou?).

Teste diferentes valores de n1 (0.00001, 0.001, 0.01) e
veja qual funciona melhor.

Rode o algoritmo por 1000 iteragdes OU até que
crt D (it plnthy o)yt by~ 0.0001

Faca um grafico dos pontos (x®), y)) e da reta
Y,=W.,,.x®) + b, obtida apds a convergéncia.

Mude os valores de W), e b(®), e n e responda:

Os valores de W,, e b, que minimizam C(W71,by)
dependem destas escolhas?



Intro a Redes neurais — Tarefa - Dicas

Exemplo (“chutes iniciais” W(©),, =1 e b0, =6):

S x(s) ye
1 3 7.1
2 4 8.3
3 ) 10.1
4 8 9.8
5 11 13.7
6 14 15.3
7 15 16.8

Compare seus coeficientes com o output de ajuste linear por quadrados minimos do
Numpy: [Wreg, breg ] = np.polyfit(xs, ys, 1) **Veja documentacao de np.polyfit I'**
XS e ys sao arrays contendo os dados. Wreg e breg sido os coeficientes do ajuste.
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Ou melhor ainda: construa a sua proépria rotina de regressao linear!




